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S pomodjo lupine DEX smo izdelali ekspertni sistem za napovedovanje uspesnosti zaklju¢ka $olanja na dolo¢eni srednjesolski smeri. Bazo
znanja smo sestavili »roéno« na podlagi ekspertnega znanja in zakonitosti u¢nega uspeha, ki smo jih odkrili s postopki rudarjenja na bazi
podatkov o dijakih. Validacija modela je pokazala zadovoljivo napovedno to¢nost za poskusno uporabo. Za nadaljnji razvoj predlagamo

predvsem uporabo odlo¢itvenih dreves.

Kljuéne besede: napovedovanje u¢nega uspeha, odkrivanje znanja iz podatkov, rudarjenje podatkov, ekspertni sistemi, hierarhi¢ni

odlocitveni modeli

1. Uvod

Uc¢na uspesnost je odvisna od usklajenosti posameznikovih
lastnosti z zahtevami $ole, zato problem neuspesnosti v
srednji $oli (SS) izvira predvsem iz neustrezne izbire $ole. O
izbiri Sole in poklica govorijo Stevilne teorije (Rodi¢, 1980;
Branci¢, 1986), nanjo pa lahko gledamo tudi kot na proces
veéparametrskega odlo¢anja, v katerem zaradi negotovosti
vedno obstaja tveganje, da bo izbor nekvaliteten.

Za kakovosten izbor SS uéenci nujno potrebujejo
strokovno pomo¢ (Oman, 1976; Rodi¢, 1980). Za izobrazevalno
in poklicno svetovanje pri nas skrbijo predvsem Solske
svetovalne sluzbe, v katerih pa je premalo svetovalcev za
kvalitetno svetovanje (Resman in dr., 1999). Sistemati¢no
zbranih podatkov o izvajanju izobrazevalnega svetovanja ni.
Ocena ustreznosti u¢enceve izbire je najpogosteje intuitivna.
Za primerno ukrepanje, ki naj bi preprecilo uéno neuspesnost,
je v &asu vpisa in prijave na SS Ze prepozno (Lapajne, 1984).
Svetovalci lahko dijaka samo opozorijo na neustreznost izbire
(¢e tako ocenjujejo na podlagi skromnih podatkov), vendar
dijaki le redko poslusajo opozorila. Svetovalci potrebujejo
orodje, s katerim bi razumljivo in zanesljivo napovedali
uspesnost zakljucka Solanja.

Napoved ucnega uspeha omogoca preprecevanje
neuspeha (Lapajne, 1984), s ¢emer posredno zmanjsujemo
tudi mnoge nezazelene druzbene pojave, kot so:
nezaposlenost, delikventnost, narkomanija, suicidalnost,
razli¢ne oblike nasilja (Resman in dr., 1999; Dryden in Vos,
2001). Solske ocene lahko sluzijo kot prediktorji bodogega
ucnega uspeha, pri ¢emer visino uspeha dolo¢ajo predmeti,
v katerih so ucenci najs$ibkejs$i —»nacelo najSibkejsSega ¢lena
verige« (Lapajne, 1984). Na splosno je ucni uspeh odvisen
od interakcije fizi¢nih, fizioloskih, socialnih in psiholoskih
dejavnikov ucenja (Musek in Pecjak, 1995), o katerih svetovalci
nimajo veliko podatkov in jih pogosto tudi ne znamo natancno
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izmeriti. Zato je pri napovedovanju uspesnosti zakljucka
Solanja nujno potrebno vecparametrsko ocenjevanje po
kakovostnih kriterijih.

Ekspertni sistemu (ES) so racunalniski programi, ki
delujejo podobno kot cloveski eksperti in podpirajo proces
odlocanja (Schoen in Sykes, 1987; Mallach 1994; Jereb in dr.,
1997; Nilsson, 1998; Pivec in Rajkovi¢, 1998). Lahko jih
razvijemo s pomocjo programskih jezikov ali pa z uporabo
lupin (Dutta, 1993; Mallach, 1994). Pred uporabo jih moramo
nujno validirati in verificirati (Schoen in Sykes, 1987; Mallach,
1994; Kononenko, 1997). Bazo znanja za ES lahko sestavimo
»ro¢no« ali pa jo izgradimo avtomatsko z uporabo metod
strojnega ucenja na bazi preteklih podatkov. Dolo¢ena znanja
in zakonitosti lahko pridobimo tudi z rudarjenjem podatkov.
Odkrivanje znanja iz podatkov (KDD — Knowledge Discovery
from Data) je netrivialen proces odkrivanja implicitnega, doslej
neznanega in potencialno uporabnega znanja iz podatkov,
rudarjenje podatkov (DM — Data Mining) pa je faza tega
procesa, v kateri dejansko pride do odkrivanja znanja (Han in
Kamber, 2001). Eden glavnih namenov KDD je odkrivanje
pravil, ki omogocajo napovedovanje prihodnjih primerov
(Michalski in Kaufman, 1998; Bohanec in dr., 2000; Brumen in
dr., 2000). Baze podatkov o dijakih skrivajo zakonitosti u¢nega
uspeha, ki jih lahko uporabimo tudi za izgradnjo ES za
napovedovanje uspesnosti zakljucka Solanja.

Med najpomembnejSimi metodami DM avtorji (npr.
Bohanec, 2001) navajajo: statisti¢cne metode, vizualizacijo
podatkov, metode strojnega ucenja (npr. gradnja odlocitvenih
dreves in hierarhicnih modelov), asociacijska pravila in
razvr$¢anje v skupine. Odlocitvena drevesa se pogosto
uporabljajo za reSevanje problemov klasifikacije in predikcije
(Mitchell, 1997). Odlo¢itveno drevo je sestavljeno iz: 1)
notranjih vozli$¢, ki ustrezajo pogojem, 2) vej, ki ustrezajo
podmnozicam vrednosti atributov in 3) listov, ki ustrezajo
razredom (Kononenko, 1997; Mitchell, 1997; Michalski in
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Kaufman, 1998; Brumen in dr., 2000). Nove primere
klasificiramo tako, da od korena potujemo navzdol po
ustreznih vejah, sledimo pogojem v notranjih vozli§¢ih in
pridemo do lista, ki klasificira primer (Kononenko, 1997;
Mitchell, 1997; Brumen in dr., 2000 ). Metoda HINT temelji na
metodi funkcijske dekompozicije (Ashenhurst, 1952; Curtis,
1962) in se lahko uporablja za avtomatizirano konstrukcijo
hierarhi¢nih odlo¢itvenih modelov tipa DEX (Bohanec in dr.,
2000). Razvr§canje v skupine primere razvrsti po
»podobnosti« (Bohanec, 2001), tako da so objekti znotraj
skupin ¢imbolj podobni in objekti razlicnih skupin ¢imbolj
razli¢ni (Ferligoj, 1989). Omogoca redukcijo in zgos¢evanje
podatkov, olajSa pregledovanje in dolocitev tipologije
(Ferligoj, 1989; Vieira, 2000).

Cilj raziskave je bil s pomocjo lupine ES DEX izdelati
veckriterijski model za napovedovanje uspesnosti zakljucka
Solanja po dolocenem izobrazevalnem programu, ga ustrezno
validirati, pokazati njegove prednosti, slabosti, priloznosti in
pasti ter uporabnost v praksi. Znanje za bazo ES smo zagotovili
predvsem s pomocjo postopkov rudarjenja na bazi podatkov
o dijakih.

2. Metodologija

2.1 Odkrivanje znanja v podatkih
in rudarjenje podatkov

Metode KDD smo uporabili za odkrivanje zakonitosti ucnega
uspeha. Delo je potekalo po fazah procesa KDD: 1. priprava
podatkov, 2. rudarjenje, 3. interpretacija, vrednotenje in
predstavitev (Han in Kamber, 2001).
Kot vir smo uporabili baze podatkov o dijakih, izdelane v
eni od slovenskih SS, v programu Evidenca 3 (Galle, 1996),
kot orodje za njihovo pripravo pa SQL Server 2000. Po pripravi
so imeli vsi dijaki (N = 1794) zbrane vsaj podatke, znane pred
vpisom in podatke zakljucka Solanja. Atributom, ki jih
poznamo pred vpisom v SS (npr. spol, datum rojstva, uspeh
0S...), sledijo podatki in ocene po zaporednih letnikih SS.
Izdelali smo tudi podbazo dijakov s popolnimi podatki za vse
letnike Solanja (V= 889). Uspesnosti zakljucka Solanja dijaka
smo izrazili v petih kategorijah, ki pomenijo:
B 5=v4letih je zakljucil Solo s prav dobrim ali odli¢nim
uspehom
B 4 =v 4 letih je zakljucil $olo z dobrim ali zadostnim
uspehom
B 3=v5-6letihje zakljucil Solo s pozitivnim uspehom
B 2=po 1 -2 letih je prekinil Solanje z negativnim uspehom
ali kot neocenjen
B | =po 3 ali vec letih je prekinil Solanje z negativnim
uspehom ali kot neocenjen.

Izbira ustreznih metod in tehnik DM je zelo pomembna
(Babi¢ in Pavesi¢, 1999; Brumen in dr., 2000; Witten in Frank,
2000). Uporabili smo statisticne metode, vizualizacijo in
razvrscanje v skupine in dve metodi strojnega ucenja: gradnjo
odlocitvenih dreves in gradnjo hierarhi¢nih modelov HINT.
Rezultate smo interpretirali, vrednotili in predstavljali sproti.
Pri statisti¢nih rezultatih smo se opirali zlasti na standardni
odklon, interval zaupanja in mere povezanosti, pri

odlocitvenih drevesih in modelih HINT pa na klasifikacijsko
to¢nost (precno preverjanje 10. reda) in velikost modelov.
Povsod smo preverili tudi razumljivost, smiselnost, novost
in uporabnost rezultatov.

DM smo priceli z ugotavljanjem osnovnih statistik vzorca
(deskriptivne statistike, frekvenéne porazdelitve),
povezanosti med spremenljivkami (koeficienti rang korelacije,
test hi-kvadrat, koeficienti kontingence), razvr§¢anjem v
skupine in vizualizacijo v programu SPSS (SPSS Inc.). Sledila
je gradnja klasifikacijskih odlo¢itvenih dreves, pri katerih je
razred diskretna spremenljivka. (Kononenko, 1997). Gradili
smo jih s programom Weka (University of Waikato), z uporabo
algoritma J4.8 (Witten in Frank, 2000), verzijo Quinlanovega
algoritma C4.5 (Quinlan, 1993). Osnovno odlo¢itveno drevo
smo zgradili iz vseh atributov, zatem pa Se razlicna odloCitvena
drevesa na podlagi ekspertne, strojne in pragmati¢no-strojne
izbire najboljsih atributov. Z Weka smo dijake razvrstili na 3,
4, in 5 skupin po metodi voditeljev. S programom Orange
(Zupan in Demsar, 2001) smo gradili modele HINT. Uporabili
smo nenadzorovano dekompozicijo po metodi minimalne
napake, s privzeto velikostjo mnozice 2.

2.2 lzgradnja in validacija ekspertnega sistema

Veéparametrski odlo¢itveni model smo zgradili s pomog&jo
DEX — lupine ES za ve¢parametrsko odlocanje (Rajkovi¢ in
Bohanec, 1988; Bohanec in Rajkovic, 1995). Hierarhi¢ni
odlocitveni model DEX lahko razvijemo »roc¢no« ali pa z
uporabo strojnega ucenja, kot je npr. metoda HINT (Bohanec
in dr., 2000). V nalogi smo uporabili kombinacijo obeh
pristopov. Model je bil razvit »ro¢no«, na podlagi ekspertnega
znanja in znanja dobljenega s postopki rudarjenja. Za
validacijo modelov smo uporabili del prvotne baze - 10%
slucajni stratificirani vzorec. Tocnost napovedi modelov smo
primerjali s to¢nostjo ¢loveskega eksperta in odlo¢itvenih
dreves.

3. Rezultati rudarjenja podatkov

Statisticni rezultati so pokazali, da so izbrani numericni atributi
ustrezni za napovedovanje, da je dijake razlicnih smeri
izobrazevanja potrebno obravnavati lo¢eno, podprli pa so
tudi opredelitev uspesnosti zakljucka Solanja. Pokazalo se je,
da so mlajSe generacije nekoliko manj vztrajne in hitreje
opustijo Solanje kot starejSe. Najveé dijakov redno zakljuci
Solanje z dobrim ali zadostnim uspehom (apriorna
klasifikacijska to¢nosti 51,2%), vendar pa dobrih 20% dijakov
Solanja ne zakljuéi uspesno.

Najvisjo klasifikacijsko toc¢nost so dosegla drevesa,
zgrajena iz vseh atributov (99,4%) in iz strojno izbranih
atributov (nad 95%), vendar so ta prakticno neuporabna, saj
vkljucujejo mnoge atribute, ki so znani Sele proti koncu Solanja,
ko je napoved prepozna. Ker je klasifikacijska tocnost dreves,
dobljenih z ekspertno in pragmaticno-strojno izbiro, prakticno
enaka, smo se odlocili za uporabo dreves iz ekspertno izbranih
atributov. Razli¢ni poskusi zviSanja njihove klasifikacijske
to¢nosti so pokazali, da najvisjo klasifikacijsko to¢nost
dosegajo drevesa, zgrajena na podbazi z ozirom na smer
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Solanja. Klasifikacijska toc¢nost dreves iz 16 atributov, ki jih
poznamo pred vpisom v SS, je okrog 60%, klasifikacijska
tocnost dreves iz 30 atributov, ki jih poznamo do konca 1.
letnika SS, pa okrog 70%. Napovedi uspesnosti $e ne
izkljucujejo neuspesnosti, medtem ko napovedi neuspesnosti

dopuscajo le malo moznosti za drugacen izhod. Med atributi,
znanimi do vpisa, ima najvecjo napovedno mo¢ zakljucni uspeh
08, med atributi, znanimi do konca 1. letnika, pa konéni uspeh
1. letnika. Za primer je prikazano samo najboljse drevo iz 30
atributov za smer »L« (slika 1).

ga Weka Classifier Tree Wisualizer: 13:24:09 - j48.148 (podbazal -weka filters.AttributeFilter-¥-R2,8-14,16:
Tree View

<=180

P
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Slika 1: Najboljse drevo iz 30 atributov za smer »L« (n = 468, KT = 69,7%).

Razvrscanje v skupine je pokazalo, da se slabsi ucenci v
OS pogosteje vpisujejo na manj zahtevno smer, uéenci iz
velikih mest pa imajo visje izobrazbene aspiracije. Na splosno
je uspeh 1. letnika SS moéno povezan z opravieni in
neopraviceni izostanki ter za oceno do dve nizji od zakljuénega
uspeha OS. Splosna uspesnost dijakov 1. letnika je nizka,
vecinoma nezadostna do dobra, prav dobri in odli¢ni pa so
zelo redki.

Klasifikacijska to¢nost s HINT zgrajenih modelov je bila
nizka, nezadovoljiva - malo vi§ja ali celo niZja od ve€inskega
klasifikatorja (apriorne to¢nosti). Tudi razumljivost zgrajenih
modelov ni bila zadovoljiva, kljub vsemu pa so se pokazale
nekatere zakonitosti. Modeli niso bili primerni za neposredno
uporabo, dobro pa so sluzili kot smernice za zdruzevanje
kriterijev pri »ro¢ni« izdelavi modela DEX.
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4. lzgradnja in validacija modelov

za napovedovanje

V izgradnjo modela smo zajeli samo atribute, znane do konca
1. letnika SS. Spisek kriterijev smo izoblikovali na podlagi
ekspertnega mnenja, najboljsih odlocitvenih dreves in
modelov HINT. Izgradnjo strukture modela in poimenovanje
sestavljenih kriterijev je zelo otezilo dejstvo, da je vsak atribut
odraz interakcije dijakovega predhodnega znanja,
sposobnosti, motivacije in drugih osebnostnih lastnosti,
natancnega deleza posameznega dejavnika pa ni mogoce
tocno dolociti, saj je spremenljiv in odvisen tudi od dijaka.
Izgradili smo dva modela DEX: prvi za grobo, primarno
napoved ob vpisu, drugi pa za bolj to¢no, sekundarno
napoved ob koncu 1. letnika SS. Najprej smo zgradili splo§na
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modela DEX ne glede na smer. Poskusno vrednotenje in
analize primerov so pokazale, da je potrebno oblikovati
bistveno »strozje« funkcije koristnosti, ki upostevajo »nacelo
verige«, povecati tezo ocenam matematike in fizike,

sposobnostim in predznanju. Zaradi obSirnosti smo
dokon¢no izdelali in validirali oba modela samo za eno od
smeri izobrazevanja. Slika 2 prikazuje kon¢ni model za primarno
napoved.

DEXi 18.3.2002 Stran 1
Zaloge vrednosti
Kriterij Zaloga vrednosti
uspesnost 1;,2;3;4;5
—sposobnosti in predznanje neustrezne ; ustrezne ; zelo ustrezne
—splosna IQ podpovpreéna ; povpre¢na ; nadpovprec¢na
t:uspehoé 2,3;4;5
uspeh 7.r 2:;3;4;5
r—verbalne sposobnosti podpovprecne ; povpreéne ; nadpovprecne
SJK 8.r 2,3;4;5
tuji jez 8.r 2;,3;4;5
r—logi€no rezoniranje podpovpreéno ; povpre¢no ; nadpovprecno
MAT 8.r 2:;3;4;5
FIZ 8.r 2;,3;4;5
r—znanje tujih jezikov neustrezno ; ustrezno
tuji jez OS ni imel ;. madzarski ;. nemski ; angleski
tuji jeziki nemski ; angleski ;. angleski in nemski
—znanje slovenséine pomanjkljivo ; povpre¢no ; zelo dobro
rzava roj Neméija ; Avstrija ; Srbija ; BIH ; Hrvaska ; Slovenija
rzavljanstvo BIH ; slovensko
—motivacija znizana ; ustrezna
':starost vpis visja ; normalna
redni vpis ne ; da
—okoli$¢ine negativne ; ustrezne ; pozitivne
vozac da ; ne
status Sp da ; ne
spol z; m

Slika 2: Struktura in zaloge vrednosti modela 1 za smer »L«.

Primerjava svetovalca, modelov DEX in odlocitvenih
dreves, je pokazala prakti¢no enako splosno klasifikacijsko
tocnost in to¢nosti napovedovanja po posameznih razredih.
Toc¢nost primarnih ocen vseh treh je okrog 60%, to¢nost
sekundarnih pa okrog 70%. Uspesnim dijakom skoraj nikoli
ne napovedo neuspesnosti, dijaki z nizko oceno pa so
ponavadi res neuspes$ni. Vsi se obcasno motijo tako, da
neuspesnim dijakom napovedo uspesnost. Razmeroma dobro
prepoznavajo izrazito neuspesne in izrazito uspesne dijake,
slabo pa atipi¢ne primere dolocene kategorije uspesnosti.
Napacne napovedi, ki so za ve¢ kot eno kategorijo vije ali
nizje od dejanske uspesnosti, so razmeroma redke.

5. Zakljucki in priporogila
za nadaljnje raziskovanje

Izdelana modela sta primerna za poskusno uporabo s strani
svetovalca, ne pa za laicno uporabo s stani dijakov in starSev.
Pri oblikovanju nasvetov bi se moral svetovalec Se vedno
opirati predvsem na lastno znanje in izkusnje, ocene modelov
pakriti¢no pretehtati in upostevati le ob vseh ostalih podatkih.

Prednosti obeh modelov so: 1) zahtevata podatke, s
katerimi svetovalci prakticno vedno razpolagajo, 2)
omogocata vecjo doslednost, objektivnost in sistemati¢nost
napovedovanja, 3) svetovalcu ponujata »drugo mnenje«, kar
zmanj$a moznost napak, 4) moznost sekundarne ocene pa
poveca zanesljivost napovedi. Domnevamo, da bi
razumljivost, objektivnost in argumentiranost napovedi s
pomocjo ES prispevala tudi k temu, da bi jim dijak in starsi

bolj zaupali in jih veckrat upostevali, s Cemer bi se izboljsala
tudi sama uspesnost.

Slaba stran obeh modelov je, da se ob¢asno motita
(neuspesnim dijakom napovesta uspesen zakljuéek Solanja),
to¢nost njunih napovedi v praksi pa ni poznana. Pasti njune
uporabe so naslednje. Ni mogoce predvideti, kako bo napoved
vplivala na motivacijo dijaka, s tem pa tudi na kon¢ni rezultat.
Napoved je tvegana in drzi le pod pogojem sedanjih okolis¢in.
Zaradi Stevilnih sprememb (v motivaciji, interesih in osebnosti
dijaka-pubertetnika, Solskega sistema, sploSnih znacilnosti
generacij dijakov) se napovedna to¢nost ES lahko hitro
bistveno poslabsa. Zato bi morali ES neprestano validirati in
prilagajati spremembam. Neizkuseni eksperti bi se lahko
prevec opirali na ocene ES in premalo na lastno presojo.

IzboljSanje napovedne tocnosti ES bi lahko dosegli s
spremembami modela, z uvajanjem sestavljenih atributov in
vkljucevanjem novih kriterijev, predvsem ¢imbolj »Cistih« mer
dijakovih sposobnosti, interesov, motivacije in osebnostnih
lastnosti. Idealno bi bilo razviti sistem, ki bi u¢encu ob
zakljucku OS podal nekaj predlogov smeri izobrazevanja, ki
najbolj ustrezajo njegovim lastnostim. Za razvoj takSnega
sistema bi potrebovali natancen »profil« lastnosti dijaka, ki
ustreza zahtevam posamezne smeri izobrazevanja, ki ga nase
Sole nimajo definiranega (Bitenc in dr., 1997). Njegova
validacija pa bi zahtevala obsezna psiholoska testiranja in
longitudinalno spremljanje celih generacij ucencev, kar ob
sedanjih razmerah izobrazevalnega svetovanja ni realno
pricakovati.

Modifikacije in ponovne validacije ES so zahtevne in
zamudne, zato smo ob hitrih spremembah dijakov
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(posameznikov in generacij) in nasega Solskega sistema
podvomili v smiselnost nadaljnjega »roénega« razvoja
modelov DEX. Predlagamo prakti¢no uporabo odlo¢itvenih
dreves, ki dosegajo enako klasifikacijsko to¢nost kot modeli
DEX, zgrajena so za vse smeri, validirana na ve¢jem Stevilu
primerov, in so lahko razumljiva. Njihova izdelava zahteva
razmeroma malo Casa in truda, saj je avtomatizirana,
omogocajo bolj elegantno validacijo, morda pa so tudi bolj
primerna glede na naravo uporabljenih podatkov.

6. Sklep

Rudarjenje podatkov je odkrilo zakonitosti, ki ve¢inoma niso
nove za pedagoske delavce z dolgoletno prakso, imajo pa
velik pomen za prepricevanje dijakov in starSev, ki bolj kot
subjektivni oceni svetovalca verjamejo objektivnim rezultatom
raziskav.

Na podlagi atributov baze in odkritih zakonitosti smo
uspeli izdelati ekspertni sistem za napovedovanje uspesnosti
zakljucka Solanja, ki trenutno lahko sluzi kot pripomocek za
poskusno uporabo. Izdelava je bila zamudna in naporna, saj
je moznih ve¢ smiselnih struktur modela. Glede na majhno
Stevilo in nizko kvaliteto uporabljenih atributov, ki niso »€isti«
in natan¢ni pokazatelji dijakovih lastnosti, je klasifikacijska
tocnost modelov zadovoljiva in celo presenetljivo visoka.
Ob enakih podatkih namre¢ zgrajeni ES dosega to¢nost
izkuSenega Cloveskega eksperta in odloc¢itvenih dreves.
Vendar pa se v praksi svetovalci opirajo tudi na druge
podatke, kar obicajno poveca tocnost njihovih napovedi, zato
je napovedna toc¢nost izdelanega ES verjetno manjsa kot
to¢nost izkuSenega eksperta, toda vecja kot to¢nost eksperta-
novinca. Uporaba izdelanih modelov na podrocju
izobrazevalnega svetovanja je smiselna, saj je izkuSenih in
sposobnih ekspertov malo, pomeni pa tudi kakovosten premik
v smeri bolj doslednega, objektivnega in sistemati¢nega
ocenjevanja, evidentiranja in evaluacije napovedi, kar je v
sedanjosti najbolj Sibka tocka izobrazevalnega svetovanja
(Resman in dr., 1999).
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